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基于 FPGA 的递归神经网络加速器的研究进展 

高琛，张帆 
（国家数字交换系统工程技术研究中心，河南 郑州 450002） 

摘  要：递归神经网络(RNN)近些年来被越来越多地应用在机器学习领域，尤其是在处理序列学习任务中，

相比 CNN 等神经网络性能更为优异。但是 RNN 及其变体，如 LSTM、GRU 等全连接网络的计算及存储复

杂性较高，导致其推理计算慢，很难被应用在产品中。一方面，传统的计算平台 CPU 不适合处理 RNN 的大

规模矩阵运算；另一方面，硬件加速平台 GPU 的共享内存和全局内存使基于 GPU 的 RNN 加速器的功耗比

较高。FPGA 由于其并行计算及低功耗的特性，近些年来被越来越多地用来做 RNN 加速器的硬件平台。对

近些年基于 FPGA 的 RNN 加速器进行了研究，将其中用到的数据优化算法及硬件架构设计技术进行了总结

介绍，并进一步提出了未来研究的方向。 
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Abstract: Recurrent neural network(RNN) has been used wildly used in machine learning field in recent years, espe-
cially in dealing with sequential learning tasks compared with other neural network like CNN. However, RNN and its 
variants, such as LSTM, GRU and other fully connected networks, have high computational and storage complexity, 
which makes its inference calculation slow and difficult to be applied in products. On the one hand, traditional compu-
ting platforms such as CPU are not suitable for large-scale matrix operation of RNN. On the other hand, the shared 
memory and global memory of hardware acceleration platform GPU make the power consumption of GPU-based RNN 
accelerator higher. More and more research has been done on the RNN accelerator of the FPGA in recent years because 
of its parallel computing and low power consumption performance. An overview of the researches on RNN accelerator 
based on FPGA in recent years is given. The optimization algorithm of software level and the architecture design of 
hardware level used in these accelerator are summarized and some future research directions are proposed. 
Key words: recurrent neural network, FPGA, accelerator 

收稿日期：2019−02−20；修回日期：2019−04−15 
通信作者：高琛，616414829@qq.com 
基金项目：国家自然科学基金资助项目（No.61572520）；国家自然科学基金创新研究群体资助项目（No.61521003） 
Foundation Items: The National Natural Science Foundation of China (No.61572520); The National Natural Science Founda-
tion for Creative Research Groups of China (No.61521003) 

论文引用格式：高琛, 张帆. 基于 FPGA 的递归神经网络加速器的研究进展[J]. 网络与信息安全学报, 2019, 5(4): 1-13. 
GAO C, ZHANG F. Survey of FPGA based recurrent neural network accelerator[J]. Chinese Journal of Network and Infor-
mation Security, 2019, 5(4): 1-13. 



·2· 网络与信息安全学报 第 5 卷 

2019034-2 

 

1  引言 

在当今社会，人工智能和机器学习领域的研

究已经取得了显著成就。现有的一些研究表明神

经网络在这些领域相比传统算法的性能更好。然

而，在自然语言处理领域，对机器来说，理解、

学习人类语言仍然是一件很困难的事情，这成为

一个比较有挑战性的问题[1]。研究者提出了很多

模型来解决这个问题，其中比较有代表性的是递

归神经网络（RNN，recurrent neural network）及

其变体，这些模型在语音建模[2-3]、机器翻译[4]、

语音识别[5]、情景分析[6]等任务中取得了非常好的

性能。总体来说，RNN 在语音特征识别及提取任

务中的性能非常好，使其在人工智能领域中应用

越来越广泛。 

但 RNN 的计算及存储复杂度比较高，特别

是为了取得更好的性能，研究人员往往会将 RNN

模型设计得越来越大、越来越复杂[7]，这导致模

型参数量及计算复杂度增加，从而使 RNN 的训

练及推理过程变得很慢。 

RNN 模型的训练及推理运算中包含大量复

杂的矩阵运算，这导致在 CPU 上对 RNN 进行计

算十分不高效，因此选择一个合适的硬件加速平

台对 RNN 模型的运算进行加速显得非常重要。

一个典型的 CPU 每秒可以执行 10~100 G 次浮点

操作，电源效率通常低于 1 GOP/J，这使 CPU 很

难满足云计算应用的高性能需求或者移动终端应

用的低能耗需求[8]。与 CPU 不同，GPU 由于其强

大的并行处理能力，在大规模计算领域扮演着越

来越重要的角色[9]。GPU 高效的并行计算能力可

以让 RNN 模型实现高性能的训练及推理计算，

另外，深度学习框架 Caffe 和 Tensorflow[10]也为

GPU 提供了很多快速简易的接口。但由于 GPU

在计算时访问共享内存和全局内存，并且有较低

的指令驱动执行模式，因此基于GPU 的设计往往需

要消耗大量的能源来获取显著计算速度的提升[11]。

专用集成电路 ASIC 能获得更高的功效，但是开

发周期比较长，成本比较高[8]。 

近些年来，FPGA 越来越多地被应用在高性

能人工智能计算领域。由于其灵活的可配置性、

低能耗及并行计算等特性，基于 FPGA 的硬件加

速计算近年来成为一个热点，因此，通过 FPGA

对 RNN 模型实现高性能计算是一个可行的方案。

相比于 GPU，基于 FPGA 的 RNN 加速器往往能

获得更高的能源效率[12]，所以 FPGA 更适合用作

RNN 加速的平台。 

由于 RNN 模型的参数量比较大，一般的

FPGA 芯片不足以完全存储其权重参数；另外，

由于 RNN 模型的复杂性，将 RNN 模型映射到

FPGA 上，设计合理的加速器架构进行加速计算

比较困难。目前，比较流行的神经网络架构

Caffe 和 Tensorflow 也没有支持 FPGA 的 API，

这使基于 FPGA 的 RNN 加速器的设计变得很不

灵活通用。 

现有很多研究旨在解决上述提到的问题。这

些研究提出了各种各样高能效、高速灵活的 RNN

加速器计算及存储架构，对 RNN 加速器设计的

研究推动很大。为了将 RNN 模型映射到 FPGA

上，他们运用数据优化方法在软件层面对 RNN

的数据进行压缩优化，结合 FPGA 硬件层面的并

行计算架构、流水线设计、数据存储模式等架构，

进一步提高内存访问效率及吞吐量，降低了计算

及内存访问能耗，实现了对 RNN 模型高效的加

速计算。 

本文对现有研究中提到的基于FPGA的RNN

加速器设计技术进行了总结归纳，包括所用到的

软件层面的数据优化方法及硬件层面的架构设

计，将其进行细致的比较，对其优缺点进行了详

细评估。为了进一步提高 RNN 加速器的计算精

度，提高计算速度以及通用性，本文提出未来可
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基于 FPGA 的深度架构设计、层内层间流水线结

合设计及可重构 RNN 加速器设计等几个方面进

行研究。 

2  背景 

自然语言处理正在成为一个跨学科的研究热

点，作为自然语言处理的核心，语言建模是一个

重要的部分。这其中比较有代表性的模型是

RNN，尤其是在处理语音识别、机器翻译、词性

标注解析等任务中，RNN 的性能更为优异。为了

取得更好的性能，研究人员提出了各种各样优异

的 RNN 变体，这导致模型参数量及计算复杂度

增加。因此，越来越多的研究者选择在 FPGA 等

硬件平台上设计高效的计算架构，对这些 RNN

模型进行加速运算。 

2.1  RNN 及其变体 

在自然语言处理领域应用比较广泛的一个典

型模型是 RNN [13]。与卷积神经网络（CNN）不

同，RNN 是一种通过隐层节点间的连接，来捕捉

序列化数据中信息的全连接神经网络，可以对序

列化的数据进行学习，并成功应用在语音识别、

自然语言处理、情景分析等领域。RNN 可以保存

上下文的状态，甚至能够学习任意长度的上下文

并存储、学习、表达相关信息。 

 
图 1  节点资源分配情况 

近年来，RNN 已被广泛用于自然语言处理任

务中，并且已经显示出很强的学习和预测序列数

据的能力。图 1 展现了标准 RNN 的架构，RNN

的节点循环连接，其当前隐藏状态是下一时刻的

输入。状态的更新用式(1)描述。 

 1( )t t th σ Wx Uh b−= + +  (1) 

其中， M
tx R∈ 和 N

th R∈ 分别是在时间 t时刻的输

入和隐层状态。 M NW R ×∈ 、 N NU R ×∈ 及 Nb R∈ 是

输入向量、隐层状态的权值以及神经元的偏差。σ

是神经元的激活函数，如 sigmoid 或线性单位函

数 ReLU。一般的 RNN 架构在训练的过程中存在

很严重的梯度消失及梯度爆炸现象，通过增加门

控单元可以解决这个问题，相应的预测准确率也

由于门控单元的加入而得到提高。 

LSTM（long short-term memory）算法最早由 

Hochreiter S 等[14]于 1997 年提出。LSTM 最开始

主要是为了解决 RNN 梯度消失及梯度爆炸问题

而提出的，这个模型有效解决了传统 RNN 不能

建立长时间依赖的问题。LSTM 算法扩展了一个

基本的 RNN 的隐层单元，增加了 3 个乘法单元

（称为输入、输出和忘记门）用来控制信息的流入、

流出及保存。LSTM 模型结构如图 2 所示。 

 
图 2  LSTM 模型 

LSTM 中的忘记门 tf 决定丢弃哪些历史信

息，输入门 ti 决定要更新的有用新信息。通过这
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2 个门创建一个新的候选值向量，这个向量会被

加入新的细胞状态中存储起来用作下一次计算使

用。输出门 to 确定最终的输出 th 。 

Cho 等[15]在 2014 年提出的 GRU（gated 

recurrent unit）对 LSTM 进行了优化，移除了隐

层存储单元，降低了模型复杂度，使每个循环

单元能够自适应地捕获序列数据之间的依赖关

系。GRU 模型（如图 3 所示）具有 2 个门——

重置门和更新门，更新门 tu 控制带入当前状态

中新的信息量的程度，更新门的值越大，说明

带入新的信息越多。重置门 tr 控制忽略前一时

刻状态信息的程度，重置门的值越小，说明忽

略得越多。 

 
图 3  GRU 模型 

与 LSTM 单元类似，GRU 也具有门控单元来

调控信息的学习与遗忘。GRU RNN 具有与 LSTM 

RNN 类似的预测精度，但计算复杂度较低。GRU

与 LSTM 共有的一个特征就是在从 1t − 时刻到 t

时刻，增加了门控单元来控制信息的流入与流出，

而传统的 RNN 总是用一个新的向量来代替当前

的状态而并没有保留上一时刻的相关信息。 

研究者近年来一直对 RNN 模型及其变体进

行优化以求取得更高性能的模型。Wojciech 等[16]

在 LSTM RNN 的训练过程中，通过对非循环连接

部分使用 dropout 算法随机地删除一般的神经元

连接，显著地减少了 LSTM 对各种任务的过拟合。 

本文在理论上将常用的 RNN 模型参数量做

了对比。假设输入向量长度为M 、隐层节点个

数为 N，忽略模型的常量，将层数为 1 层的不同

RNN 模型隐层节点计算所需的网络权重参数列

在表 1 中。从表 1 中可以明显看出，相比于标准

的 RNN模型，LSTM及 GRU模型的参数量较大。

这意味着理论上，在计算出一个输出向量之前，

LSTM 与 GRU 模型的所需运算量更大，模型更

复杂。 

表 1 节点信息 

变体 输入信息 隐层信息 总参数量 

标准 RNN M N×  N N×  2MN N×  

LSTM 4M N×  4N N×  24MN N×  

GRU 3M N×  3N N×  23MN N×  

 

另外，在实际应用中，Cho 等[15]用典型数据

集对 GRU、LSTM 和 RNN 模型的实际性能进行

了评估。他们发现 LSTM 及 GRU 模型在所评估

的实验数据集上性能优于传统的 RNN 模型。在

polyphonic 和 Ubisoft A 数据集中 GRU 的性能最

好；在 Ubisoft B 数据集中 LSTM 模型性能更为

优异。LSTM 及 RNN 在不同的数据集中各有优

势，在实际应用中需要根据具体的数据集来选择

更为合适的 RNN 模型。 

2.2  基于 FPGA 的 RNN 加速器 

随着 RNN 模型设计得越来越复杂，其训练

及推理中的矩阵运算量越来越大，这导致 RNN

在 CPU 上的运算变得不高效。FPGA 由于其灵活

的可配置性、低能耗及并行计算等特性，很适合

用来对 RNN 复杂的矩阵运算进行加速。 

近年来，研究人员基于 FPGA 开发了很多针

对 RNN 的优化算法及架构，设计了很多高性能

的 RNN 加速器。文献[17-19]使用 HLS 将 RNN
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映射到 FPGA 上来简化设计；Li 等[20]提出的

Independently RNN 算法将隐层节点变得独立，

IndRNN 可以构造成深层神经网络；文献[21-22]

设计了简单的可配置的 RNN 阵列及精度计算

机制，提高了 RNN 加速器的通用性。但这些研

究涉及的范围比较窄，在实际研究中并不多，

本节主要介绍典型的基于 FPGA 的 RNN 硬件加

速架构。 

对于一个典型的基于 FPGA 的 RNN 加速器，

其系统架构如图 4 所示。RNN 加速器主要包括

CPU 控制部分及 FPGA 逻辑运算部分。FPGA 芯

片通常通过一个PCIe/AXI接口与CPU部分相连。

FPGA 逻辑运算部分主要包含 RNN 加速器模块、

数据控制模块及存储模块。具体地，数据控制模

块主要负责数据的读取与流出；RNN 加速器模块

包括阵列计算、激活函数查找表等单元，主要负

责对 RNN 模型进行加速运算，包括矩阵向量乘

法计算、激活函数计算、向量乘法计算等。存储

模块主要用来临时存储计算的中间结果及计算所

需的网络权重参数、输入向量等。 

 
图 4  典型的 RNN 加速器架构 

通过分析目标算法的结构，将 RNN 算法中

的矩阵向量乘法运算映射至 FPGA 上进行并行计

算，进一步结合流水线设计，可提高 RNN 加速

器的吞吐量，提高 RNN 的计算速度；通过对数

据进行预处理并设计高效数据存储模式，可降低

RNN 的能耗。FPGA 开发人员可以在硬件上实现

逻辑运算的部分，在 CPU 上实现对整个加速器必

要的配置与控制，以获得高效的运算。 

3  性能评估指标 

在 FPGA 上对 RNN 进行加速运算可取得更

高的计算速度和更低的能耗。通过对现有 RNN

加速器进行归纳总结，本文发现其中用到的硬件

加速设计技术包括数据量化、数据压缩、阵列计

算、流水线设计等，也是针对 RNN 中的计算速

度及能耗两方面进行优化。具体体现在硬件上，

概况来说，衡量这些 RNN 加速器性能的指标有

吞吐量、功率效率两方面。 

在理想情况下，加速器的峰值计算性能可以

通过每个时钟周期可执行的计算（乘法或者加法）

次数来衡量。对于 RNN 这种大型的神经网络来

说，大量的计算资源及能量消耗在矩阵运算过程

中，所以一个 RNN 加速器的性能可以由矩阵运

算部分的性能来衡量。一个矩阵运算部分的吞吐

量可由式(2)[23]决定。其中， P为处理单元的数

量， f 为时钟频率。 

 2
perk 2PERF P f=  (2) 

由式(2)可以看出，处理单元的数量和时钟频

率都可以影响 RNN 加速器的吞吐量。对于一个

确定的 FPGA 芯片来说，片上可利用的逻辑计算

资源有限，因此，对片上资源的利用率越高，意

味着可综合出的参与计算的处理单元的个数越

多，能达到的峰值计算性能就越高。另外，通过

提高 RNN 加速器的时钟频率来增加计算单元每

秒可执行计算数的方式，需要综合考虑系统及硬

件平台后设定。在实际设计中，为了提高吞吐量，

大多数设计的加速器会采用流水线架构[3,24,25]，这

样的低延迟 RNN 加速器可应用在更多的实时处

理设备中。  

能源效率是衡量 RNN 加速器单位能耗成本

内实际性能的一个指标。能源效率的计算公式如
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下所示。 

 total

total

_ OperationEnergy Efficiency
E

=  (3) 

 total operation RAM otherE E E E= + +  (4) 

式(4)中第一项代表总的计算能耗，第二项

表示总的内存访问能耗，第三项表示其他能耗。

提高神经网络能效的一个方法是减少 RNN 加

速器的总能耗 totalE ，对 RNN 来说，前两项能耗

占总能耗的大多数，因此对于一个确定的神经

网络，降低计算能耗或者降低内存访问的能耗

等可以提高 RNN 加速器的能源效率。 

4  RNN 加速器架构设计 

高效的计算架构及存储访问系统往往能够提

高 RNN 加速器的计算性能。为了提高系统的吞

吐量，降低系统的计算及内存访问能耗，加速器

的架构设计显得十分重要。本节主要在硬件层面

上介绍基于 FPGA 的 RNN 硬件加速器的设计技

术，并将这些技术分为 3 个方面：阵列处理单元

设计、流水线设计及存储系统设计。 

4.1  阵列处理单元设计 

阵列处理单元设计可以直接影响到加速器

的吞吐量，FPGA 片上资源的利用率及处理单元

的时钟频率都是影响阵列处理单元设计的直接

因素。由于 FPGA 逻辑及存储资源有限，所以

设计的处理单元越多，对加速器的性能提升越

大。在资源有限的情况下，一个很好的方法就

是降低处理单元的大小。第 3 节提到的低位宽

数据量化技术就是一种能直接减小处理单元大

小、降低处理单元对片上资源消耗的方法。合

理地把这些处理单元设计成阵列进行高效的并

行运算是提高 RNN 加速器数据吞吐量的关键。 

Guan 等[24]提出了一个基于 FPGA 的 LSTM 

RNN 加速器。他们将 32 bit 浮点计算处理单元设

计成阵列，并采用线性函数逼近法近似激活函数

sigmoid，优化了计算性能及数据通信的需求，与CPU

相比获得了 20.18 倍的计算速度提升。文献[25-27]

采用 16 bit 定点处理单元阵列的方式来加速

LSTM RNN 的推理运算。实验表明，16 bit 定点

运算的处理单元并没有降低模型的性能，并且能

取得更高的计算速度和更低的能源消耗。 

Lee等[28]将训练好的LSTM RNN模型的权重

参数使用 6 bit 定点量化，进一步降低了阵列处理

单元的大小，实现了低延迟和高吞吐量的矩阵向

量运算。他们以仅 9.24 W 的功耗将计算速度提升

4.12 倍，与高端的 GPU 设计相比，功率效率高出

10 倍左右。 

4.2  流水线设计 

在 RNN 中，全连接层的计算和存储需求在

整个神经网络中占据了绝大部分，所以有必要将

全连接层的计算进行仔细拆分，在 FPGA 上展开

并设计成流水线以提高计算效率。 

Peng 等[11]将 RNN 推理计算拆分成 ( )Wx t 、

( 1)Uh t − 、sigmoid、 ( )c t 、 ( )o t 几个部分并设计

成流水运算模式。Wang 等[29]给出了层间流水线

的设计方式。他们利用隐层计算时间相同的特

性将多层 LSTM 的计算进行拆分并设计成流水

线。当前隐层计算完毕后，将计算结果送入层

间 Buffer 中缓存起来，然后从上一层 Buffer 中

读取新的数据进行计算，经过多个时钟周期就

可以实现连续不断地对输入向量的流水运算，

提高了神经网络的吞吐量，加速了 RNN 的推理

运算。 

4.3  存储系统设计 

由于 FPGA的片上 BRAM与大型神经网络

模型的参数量相比太小，因此，常见的设计往

往使用 DDR 来存储 RNN 的权重参数，但这样

会造成频繁的内存数据访问，给 RNN 加速器

带来额外的内存访问能耗，降低了加速器的能

源效率。 
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使用第 3 节所介绍的模型压缩算法将模型的

参数量进行大规模压缩后，可以将模型的权重参

数存储到片上存储器，简化 RNN 加速器内存访

问系统的设计，并降低额外的内存访问能耗；在

计算时仅仅需要从 DDR 中读出输入向量送入

RNN 加速器中与片上存储的权重参数进行乘累

加运算，提高了加速器的计算速度，降低了计算

延迟。 

文献[25-28]所设计的 RNN 加速器充分利用

了数据压缩算法，将 RNN 权重参数量化压缩后

存储到 FPGA 片上的存储资源中。实验表明，他

们所设计的加速器相比在 DDR 中存储权重参数

的 RNN 加速器，具有更高的能源效率。在对能耗

比较敏感的移动端或者嵌入式应用中，可结合相

应的数据压缩算法将权值存储在片上存储器中。 

5  RNN 加速器优化算法 

在 FPGA 上设计高效的计算架构及存储访问

系统能够提高 RNN 加速器的计算性能，这些设

计往往依赖于 RNN 加速器所需的数据格式及数

据量。近年来，针对 RNN 数据结构及数据量的

优化算法越来越多，这些研究基于以上两点优化

RNN 加速器的计算模式、降低 RNN 模型的参数

数量，实现了更加高效的 RNN 加速器系统。 

已有研究[30-32]将 RNN 模型映射到 FPGA 上，

并通过并行运算取得了不错的效果，但没有任何

对模型的优化方法。一方面，针对 RNN 模型的

优化算法往往能够设计出高效且更快速的神经网

络加速器；另一方面，大型、复杂的 RNN 模型

通常能够取得更高的性能，这意味着研究者要

根据实际情况平衡模型性能与硬件的计算速度

及能耗。 

现有一些基于 RNN 数据优化算法的研究可

以很好地平衡模型性能与硬件性能。针对数据结

构，使用低位宽定点数据量化等技术对激活函数

参数或权重参数进行量化，简化 RNN 模型的计

算以提高计算速度、降低计算能耗；针对 RNN

模型的数据量，对 RNN 进行裁剪，应用稀疏矩

阵乘法、矩阵参数循环分块、矩阵分解等方法，

旨在降低 RNN 加速器的计算及存储的复杂度，

实现高效的计算、降低内存访问能耗。接下来，

本节将从数据格式优化及数据量压缩算法 2 个层

间，详细介绍这些现有 RNN 加速器的数据优化

算法。 

5.1  数据结构优化技术 

RNN 模型的参数量一般比较大，导致在对

RNN 模型进行推理计算时耗时比较多；另外，

RNN 模型的激活函数及权重参数一般是浮点数，

但文献[28]研究表明在RNN的推理运算中低位宽

的定点乘法比浮点乘法更高效，且选择适当的低

位宽参数几乎不会对 RNN 的性能造成损失。 

近些年来，有不少研究针对 RNN 的数据结

构进行优化。用 FPGA 对 RNN 进行加速运算最

常用的一种方法就是针对模型数据进行低位宽

量化。低位宽数据量化技术能够降低 RNN 硬件

加速器的内存访问需求及存储需求，减少内存

访问、硬件运算的能耗和片上资源的消耗。数

据量化技术总体来说分为线性数据量化及非线

性数据量化。 

5.1.1  线性数据量化 

线性数据量化一个很直接的方法就是将激活

函数及全连接层的权重参数量化成低位宽定点

数。线性数据量化技术比较简便，相应地也会造

成数据精度损失并增加计算结果的错误率，且线

性量化技术在数据位宽较低时性能损失较大。 

Lee 等[28]使用 6 bit 定点量化训练好的 LSTM 

RNN 模型的权重参数，并存储在 FPGA 片上的存

储资源中以减少内存访问能耗。与浮点参数运算

相比，该方法仅仅以增加 1.5%单词错误率的微小

成本，将存储空间需求压缩了 75%；与高端的
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GPU 系统相比，功率效率提高了 10 倍左右。Joas

等[33]用 18 bit的定点数将LSTM RNN模型权重参

数进行了量化，结合大量的并行运算设计，他们

所设计的 LSTM RNN 加速器的计算速度相比

CPU 提升了 251 倍，与 Chang 等[26]设计的 RNN

加速器相比提升了 14 倍。 

5.1.2  非线性数据量化 

非线性数据量化是将权重参数通过函数映射

成相应的二进制码，再通过查找表的方式用参数

映射后的二进制码进行计算。非线性量化的目的

是将权重等参数进行压缩，但可以将 RNN 模型

的数据压缩到更低的位宽，相应的非线性量化技

术应用通用性较差，需根据参数数据情况而定。 

Skin 等[34]研究分析了 LSTM 模型参数，对参

数量化不敏感的层使用 2 bit，对参数量化敏感的

层使用 3~5 bit 定点数据量化后进行再训练，在模

型性能不变的前提下将参数的数量压缩了 90%，

同时存储空间的需求仅仅为浮点数据模型的

16.75%。 

5.2  数据量压缩算法 

为了取得更高的模型性能，研究者往往把模

型设计得特别大，造成对硬件设备要求提高。另

外，大规模 RNN 的训练非常不高效，并且消耗

大量的存储资源，因此近些年来针对 RNN 模型

参数量的数据压缩算法的应用越来越多，包括网

络剪枝算法、稀疏矩阵乘法、Delta RNN 算法、

低秩矩阵近似算法、循环分块矩阵算法。这些

算法可以降低 RNN 的参数量，从而降低加速器

的计算及存储需求，使 RNN 加速器更加高效的

运作。 

5.2.1  网络剪枝算法 

网络剪枝算法就是很直接地将参数矩阵中的

冗余参数置零后再将 RNN 剪枝。对已训练的

RNN 参数进行观察可以知道，RNN 权重参数中

往往包含很多冗余的小参数或者零元素，这些参

数对最终的计算结果影响不大。因此可以对训练

数据分析，将这些冗余参数去除，提高模型的计

算速度。 

Han 等[35]将 RNN 进行剪枝，减少了神经网

络存储及计算需求。整个工作分 3 步进行：第一

步训练 LSTM RNN 并寻找冗余的连接；第二步将

冗余网络连接剪枝；第三步将剪枝后的网络进行

再训练对权重进行微调。压缩后的 LSTM RNN 模

型参数仅为原始 LSTM 的 7.69%～11.1%。 

 
图 5  网络剪枝前 

 
图 6  网络剪枝后 

Han 等[36]提出一种负载均衡感知的剪枝方

法，通过设置一个冗余门限将权值小于门限的冗

余网络连接去除，将 LSTM RNN 模型的大小压缩

了 95%，几乎没有影响模型的预测准确率。网络
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剪枝方法中冗余门限的设置需要非常慎重，否则

会造成模型性能的损失。 

5.2.2  稀疏矩阵乘法 

对大多数高性能的 RNN 模型计算而言，使

用稀疏矩阵乘法来替代稠密矩阵乘法运算是一个

很常用的优化算法。 

Ali 等[37]使用 CCBV 紧凑型列向量稀疏索引

方法，使用一维数组将稀疏矩阵的所有非零数据

映射成列参数形式，使参数量降低为原始模型的

18.87%～33.33%，并减少了 40%～66.7%的计算

延迟，实现了低延迟的高效流水运算。 

稀疏矩阵乘法可以提高 RNN 模型的性能，

但非零数据的存储使内存数据访问不规则。

Jeremy 等[38]为了解决这个问题，提出了 CISR 数

据编码算法。他们将每个时钟周期从内存接收到的

总宽度的数据划分成不同的槽，每个槽中的数据直

接送到相应的数据通道中进行运算。这种直连接的

方式降低了稀疏矩阵乘法硬件实现的复杂度。 

5.2.3  Delta RNN 算法 

如式(5)和式(6)所示，与稀疏矩阵向量乘法及

网络剪枝不同，Delta 算法不再关注参数矩阵的冗

余，转而关注输入向量的冗余。 

 1Δ t t t−= −x x x   (5) 

 1( )t t th σ W U h b−= Δ + Δ +x  (6) 

Neil 等[39]将当前时刻的输入向量 ( )tx 与前一

时刻的输入向量 ( 1)x t − 的变化值 ( )x tΔ 作为新的

输入向量送到 GRU 中，并设定了一个门限 θ，
( )x tΔ 中小于门限 θ的参数被置为 0。在 TIDIGITS

数据库上的实验表明，通过引用 Delta RNN 算法

降低了 GRU 模型的参数量，GRU 模型可仅以
1
9
的

计算能耗完成运算，且不会造成模型精度的损失。 
Gao 等[40]在 FPGA 上将 Delta RNN 算法应用

GRU 中进行加速运算。他们设计了两层 GRU 网

络并将参数存储在片上以减少内存的访问，最终

获得了 1.2 Top/s 的高吞吐量和 164 Gop/(s ⋅W)−1

的能源效率，与传统应用稀疏矩阵乘法的 RNN

模型相比计算速度提升了 5.6 倍。 

 
图 7  Delta RNN 算法流程 

5.2.4  低秩矩阵近似算法 

低秩矩阵近似的方法可以避免稀疏矩阵及网

络剪枝方法引起的内存读取不规则问题。低秩矩

阵近似算法核心思想是将一个m n× 的矩阵W 用

2 个相乘矩阵 m r r n× ×A B 来近似。当秩足够小时，矩

阵 m r×A 和 r n×B 的总参数量比矩阵 m n×W 的参数量

要少得多。 

Kingsbury 等[41]将低秩矩阵近似算法应用到

DBN 底层网络中，将 DBN 网络的权重进行压缩；

Xue 等[42]在 DNN 中使用低秩矩阵近似算法对权

重矩阵进行重新构造，很大限度上压缩了 DNN

模型的大小且几乎没有造成模型性能的损失；Qiu

等[43]对 CNN 全连接层的权重参数使用低秩分解

近似的方法将参数压缩，取得了不错的效果。 

低秩矩阵近似算法在 RNN 硬件加速方面颇

有成效。文献[44-45]使用低秩矩阵近似和参数共

享算法优化了 RNN 及 LSTM 的权重参数。他们

分析了循环架构中的冗余，在不影响模型性能的前

提下，对 RNN 权重矩阵使用低秩矩阵近似算法将

权重矩阵进行替代，成功将 RNN LSTM 模型的参

数量进行了压缩，提高了 RNN 加速器的性能。 

5.2.5  循环分块矩阵算法 

循环分块矩阵算法通过压缩 RNN 权重矩阵

的参数量以降低内存占用及访问时间。如式(7)所
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示，循环分块矩阵算法将权重矩阵进行分块，使

用每个块矩阵中的一行或一列对块矩阵参数进行

编码表示。循环分块矩阵是 Toeplize 矩阵中的一

种特殊情况，与常规的矩阵向量乘法相比，当使

用循环分块矩阵算法时，可以将计算复杂度

2( )O n 降低到 ( )O n 。 

 

1 2

2 3 1

1 1

=

n

n n

w w w
w w w

w w w −

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎣ ⎦

W  (7) 

Li 等[46]在 RNN 模型中使用循环分块矩阵算

法对 RNN 模型的参数进行了编码压缩，将分块

矩阵的计算使用 FFT 和 IFFT 进行优化。实验表

明，压缩后的 RNN 模型在 FPGA 上的加速运算

几乎没有造成模型性能的损失，在能源效率方面

相比文献[36]取得了 35.7 倍的提升。 

Wang 等[47]使用循环分块矩阵算法，并结合

非线性激活函数和数据量化优化算法，压缩了

LSTM 模型 95%的参数量，降低了内存资源的使

用。Wang 等[29]提出了一个基于 FPGA 的 C-LSTM

框架自动优化和实现 LSTM RNN 的各种变体。

C-LSTM 通过循环分块矩阵算法将 LSTM 模型的

参数进行压缩，并使用 FFT 算法对矩阵运算进行

了优化，解决了传统压缩算法的不规则计算及内

存读取问题。 

6  总结与评估 

计算架构、存储访问系统及针对 RNN 的数

据结构及数据量的优化算法，可以提升 RNN 加

速器的计算速度及能效。尽管这些方法各有不

同，但都是针对 RNN 计算及能效进行的优化。

为了清晰地对比各方法的优劣，本节按照硬件

架构设计、数据格式优化、数据压缩优化 3 个

方面对第 4 节和第 5 节所介绍的方法进行总结

评估。 

6.1  硬件架构设计 

硬件架构的设计往往依赖于数据处理后的数

据结构形式及数据量，并且所针对的 RNN 模型

中的问题有所不同，本文综合参考文献中用的硬

件优化技术，对已有的架构设计技术进行了总结

评估。 

1) 矩阵阵列计算单元主要针对 RNN 中的矩

阵向量计算模块进行加速。通过并行计算矩阵的

多行或者多列数据，以提高 RNN 加速器的吞吐

量。但阵列计算单元需根据数据格式，设计相应

位宽的浮点或者定点乘法器、加法器。 

2) 流水线设计主要针对 RNN 模型的复杂运

算进行加速。将 RNN 计算部分拆分并设计成流

水计算，以降低 RNN 加速器的计算延迟。 

3) 数据存储系统设计主要针对 RNN 的参

数，结合数据压缩算法，降低 RNN 计算及内存

访问能耗。在实际应用中，可根据 RNN 参数规

模选择片上存储模型参数，以进一步提高计算

速度。  

总体来说，RNN 硬件架构设计，如阵列计算、

流水线计算、存储系统设计技术，可进一步降低

RNN 加速器的计算延迟及能耗，提高 RNN 加速

器的计算速度及能效。在实际应用中，可根据实

际模型数据情况选择合适的硬件架构设计或合理

地搭配使用。 

6.2  数据格式优化技术 

线性量化和非线性量化技术都可以将 RNN 的

参数进行压缩，加速处理单元的计算速度。为了方

便对比各方法的优劣，本文将参考文献中用到的数

据量化技术及相应的加速器性能列在表 1 中。 

从表 1 中可以简要看出，非线性量化技术对

RNN 模型数据的压缩性能更好，但无法判断在提

升模型性能上哪种数据量化方法更好。 

尽管非线性量化对模型的压缩效果更好，但

往往受限于特定的参数数据。相对而言，线性量
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化技术在神经网络硬件加速领域更加简便通用，

并可结合相应的数据压缩算法进一步优化 RNN

加速器。 

6.3  数据压缩算法 

针对 RNN 模型数据的压缩算法种类比较

多，但没有一个简要对比来评估这些算法的优

劣区别。本文将一些典型的数据压缩算法做了

简要对比，所有的压缩算法及性能提升来自文

献[35-40, 44, 46-47]。尽管这些压缩算法针对的数

据集有所不同，这样简单的对比有失偏颇，但

图 8 仍能展示出不同压缩算法对模型数据的压缩

性能。 

 
图 8  压缩算法对比 

从图 8 中可以看出，循环分块矩阵能够对模

型进行更好的压缩。使用循环分块矩阵算法可以

将计算复杂度 2( )O n 降低到 ( )O n 。 

循环分块矩阵受限于参数矩阵的形状，并不

通用；网络剪枝方法同样可以对模型进行很好的

压缩，但剪枝后的网络往往会造成模型预测精度

上的损失；稀疏矩阵、DeltaRNN 算法在压缩模型

数据、提高模型的计算速度及能源效率的同时会

带来内存数据的不规则访问，给存储系统的设计

带来麻烦；低秩近似矩阵可以避免内存数据不规

则访问问题，用 2 个低秩矩阵相乘来近似参数矩

阵可以降低模型的参数量，但秩的选取比较困难。 

总体来说，以上这些算法一方面可将 RNN 进

行压缩，减少 RNN 的数据量，降低内存数据访问

能耗；另一方面可降低计算次数，从而提高系统的

计算速度，使 RNN 加速器更加高效地工作。这些

数据压缩算法各有优势缺点，在实际应用中需要针

对不同的数据库及实验平台进行选择。 

7  结束语 

现有研究针对数据层面的数据量化、数据压

缩算法及硬件层面的计算及存储架构设计技术，

使 RNN 的实际性能在 FPGA 上得到了显著提升，

但还有几个问题亟待解决。 

1) 现有 RNN 加速器的深度一般为 1-2 层，

未来是否可通过构建合理的架构，在 FPGA 有限

的资源上搭建深层 RNN 以提高模型的计算精度

有待于进一步研究。 

2) 现有 RNN 加速器流水线技术仅应用在隐

层节点的计算或者层间计算中，未来将隐层内流

水线推理运算与层间流水线设计结合到一块，模

型的性能是否会提升，有待于在 FPGA 上进行进

一步验证。 

3) 现有RNN加速器都是针对不同RNN模型

的专用加速器，这导致其应用场景十分受限，未

来是否可在 FPGA 上实现加速器模型的动态可配

表 1 节点信息 

文献 模型 对比平台 量化方法 数据压缩倍数 计算速度提升 

文献[28] LSTM NVIDIA GeForce Titan X Fixed-point 6 4 倍 4.12 倍 

文献[33] LSTM CORE i7-3770k Fixed-point 17 — 251 倍 

文献[26] LSTM ARM Cortex-A9 CPU Fixed-point 16 — 21 倍 

文献[34] LSTM — 非线性量化 5~9 倍 — 
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置，即可以根据需求及应用场景动态配置计算单

元构建 LSTM、GRU 等 RNN 变体，来自适应处

理不同的自然语言处理任务有待于进一步研究。 

4) 现有 RNN 加速器优化算法发展比较快、

种类比较多，但至今没有公正客观的硬件性能对

比实验来评估这些算法的优劣。未来是否可在其

他设计方法相同的前提下，进行实验来评估这些

优化算法硬件实现的设计复杂度及对 RNN 性能

的提升，有待于进一步研究。 
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